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Apêndice A – Dinâmica de Sistemas

Dinâmica de sistemas é uma disciplina de modelagem criada na década de 1960 por FORRESTER (1961), no Massachusetts Institute of Technology. As técnicas de dinâmica de sistemas podem ser aplicadas para entender e influenciar a forma com que os elementos de um sistema variam ao longo do tempo. As características da dinâmica de sistemas e a aplicação desta técnica de modelagem na engenharia de software foram exploradas no capítulo 3. Neste apêndice, apresentamos os modelos construídos a partir das técnicas de dinâmica de sistemas e sua interpretação formal.

A.1. Representação de Modelos de Dinâmica de Sistemas

Os modelos desenvolvidos com as técnicas de dinâmica de sistemas podem ser representados através de diagramas de causa e efeito ou através de diagramas de repositórios e fluxos. Esta seção apresenta as características de cada representação e as condições em que elas são aplicáveis.

A.1.1. Diagramas de Causa e Efeito

Diagramas de causa e efeito são o mecanismo mais simples para representação de modelos de dinâmica de sistemas. Posteriormente, estes diagramas devem ser refinados para diagramas de repositórios e fluxos, que são mais precisos na representação do modelo.
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Diagramas de causa e efeito apresentam os diversos componentes de um sistema e os efeitos que a acumulação ou redução no volume de um componente provoca sobre os demais componentes do sistema. Os componentes do sistema são normalmente representados como retângulos, conectados entre si por setas. As setas indicam o efeito que um componente provoca sobre o outro, assinalando se este efeito aumenta ou reduz a presença do componente destino.

O diagrama apresentado na figura A.1 apresenta alguns aspectos do processo de desenvolvimento de software. A medida que a data de conclusão do projeto se aproxima, cresce a pressão de cronograma, que resulta em um aumento do número de horas de trabalho diário da equipe de desenvolvimento. A medida que os desenvolvedores trabalham mais horas por dia, sua produtividade aumenta, reduzindo o número de tarefas pendentes para a conclusão do projeto.

Entretanto, conforme observado na literatura, a pressão de cronograma não faz com que a equipe trabalhe melhor: a equipe apenas trabalha mais (DEMARCO, 1982). Isto se reflete em um aumento na taxa de erros cometidos durante o desenvolvimento. A correção destes erros demanda esforço da equipe, aumentando o número de tarefas não concluídas. Estas, por sua vez, forçam o aumento da pressão do cronograma.

O exemplo da Figura A.1 apresenta dois ciclos de feedback. O primeiro, determinado pelos componentes “pressão de cronograma – taxa de trabalho diária – taxa de erros – tarefas não concluídas”, é um exemplo de ciclo de feedback de reforço, também chamado de feedback positivo. Ciclos de feedback positivos se caracterizam por um aumento aplicado sobre uma variável provocar um aumento em outra variável do modelo (MARTIN, 1997b). Ciclos de feedback positivos reforçam o crescimento das variáveis de um modelo. A Figura A.2 ressalta o feedback positivo da Figura A.1.
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O segundo ciclo de feedback, determinado pelos componentes “pressão de cronograma – taxa de trabalho diária – produtividade diária – tarefas não concluídas”, é um exemplo de ciclo de feedback negativo. Ciclos de feedback negativos se caracterizam por um aumento aplicado sobre uma variável provocar uma redução em outra variável (MARTIN, 1997b). Ciclos de feedback negativos reforçam a estabilidade das variáveis de um modelo. A Figura A.3 ressalta o feedback negativo da Figura A.1.

Devido a sua simplicidade, diagramas de causa e efeito são normalmente utilizados para explicar o conhecimento extraído do modelo (ALBIN, 1997). Entretanto, esta mesma simplicidade impede que os diagramas de causa e efeito sejam utilizados para análise de regras e simulações. Assim, os diagramas de causa e efeito são uma ferramenta para facilitar o entendimento da dinâmica de um sistema, mas não para descrever sua estrutura (RICHARDSON, 1982) (RICHMOND, 1993).
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HOUSTON (1996) observa que a utilização de diagramas de causa e efeito nem sempre se faz necessária. Entretanto, em sistemas caracterizados por um alto grau de subjetividade, estes diagramas são úteis para a formulação de um entendimento comum sobre os componentes de um sistema e sobre as relações entre eles, antes de avançar para o formalismo dos diagramas de  repositórios e fluxos.

A.1.2. Diagramas de Repositórios e Fluxos
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Os diagramas de repositórios e fluxos apresentam um nível de detalhe maior que os diagramas de causa e efeito, forçando o responsável pela modelagem a refinar sua definição da estrutura do sistema (ALBIN, 1997). Estes diagramas são compostos por seis blocos básicos: repositórios, fluxos, produtores e consumidores infinitos, processos e conectores. A Figura A.4 apresenta a representação diagramática destes elementos.

Um repositório representa um elemento que possa ser gradualmente acumulado ou consumido ao longo do tempo. Na modelagem de um projeto de desenvolvimento de software, o número de tarefas desenvolvidas é descrito como um repositório. Estas tarefas são produzidas gradualmente, durante as fases iniciais de desenvolvimento. O número de desenvolvedores inexperientes é outro repositório. Este repositório é alimentado pelo processo de recrutamento de pessoal para a equipe do projeto. Por outro lado, o processo de treinamento da equipe consome os elementos representados neste repositório, transformando os desenvolvedores inexperientes em desenvolvedores experientes. Repositórios são representados por retângulos e são caracterizados por seu nível, que indica o número de elementos no repositório.

Um fluxo representa uma taxa de variação de um repositório em relação a um instante de tempo. Um fluxo indica o número de elementos que ingressam ou são retirados de um repositório a cada instante de tempo. Fluxos são representados por setas conectadas a repositórios. Fluxos são caracterizados pela equação que calcula a variação provocada pelo fluxo no repositório. Um fluxo pode estar ligado a um ou dois repositórios. Por exemplo, a taxa de desenvolvimento de software é um fluxo que indica o número de tarefas desenvolvidas a cada instante de tempo, alimentando o repositório que contém o número de tarefas concluídas. A taxa de recrutamento de profissionais é outro exemplo de fluxo ligado a um único repositório: o repositório que indica o número de desenvolvedores inexperientes.

Nos fluxos conectados a um único repositório, a ponta livre da seta é conectada a um produtor infinito ou a um consumidor infinito. O objetivo de um produtor infinito é fornecer quantas unidades sejam necessárias para um fluxo que alimente um repositório. Assim, o fluxo pode ser interpretado como uma válvula que permite a transferência de elementos do produtor infinito para o repositório. O objetivo de um consumidor infinito é absorver quantas unidades forem retiradas de um repositório por um fluxo. Novamente, o fluxo pode ser interpretado como uma válvula, desta vez permitindo a transferência de elementos do repositório para o consumidor infinito. Produtores e consumidores infinitos determinam os limites do sistema, sendo representados por nuvens.

Os fluxos conectados a dois repositórios operam como uma válvula que permite a transferência de elementos do primeiro repositório para o segundo. Assim, o fluxo consome elementos do primeiro repositório e alimenta o segundo repositório com estes elementos. A taxa de treinamento da equipe de desenvolvimento é um exemplo de fluxo de transferência entre dois repositórios. A medida que os desenvolvedores inexperientes são treinados, eles adquirem experiência, passando a ser desenvolvedores experientes. Na notação de dinâmica de sistemas, a medida que os desenvolvedores são treinados, eles são transferidos do repositório de desenvolvedores inexperientes para o repositório de desenvolvedores experientes.

Um processo é utilizado para calcular informações a partir de um conjunto de parâmetros. Um parâmetro pode ser a taxa de variação indicada por um fluxo, o nível de um repositório ou o resultado de outro processo. A informação resultante de um processo pode ser utilizada em outros processos ou para determinar a intensidade de um ou mais fluxos. A data esperada para a conclusão de um projeto de desenvolvimento de software pode ser calculada por um processo, dadas as variáveis que caracterizam o estado atual do projeto e a data atual. Processos são representados por círculos e são caracterizados pela equação que calcula seu resultado a partir de seus parâmetros.
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Um conector é uma via de transmissão de informações no modelo. Assim como os fluxos transferem elementos entre repositórios ou entre repositórios e os limites do sistema, um conector transfere informações entre dois processos, entre um repositório e um processo, entre um processo e um fluxo ou entre um fluxo e um processo. Um conector é representado por uma seta, indicando a origem e o destino da informação transmitida.

A Figura A.5 apresenta um trecho do diagrama de repositórios e fluxos de um modelo do processo de desenvolvimento de software (ABDEL-HAMID, 1991). Este diagrama representa a geração e correção de erros ao longo do processo de desenvolvimento.

No diagrama, os erros são representados em dois repositórios distintos: erros ativos não-detectados e erros passivos não-detectados. Denominamos por erros ativos aqueles erros que, tendo sido gerados em um produto específico do processo de desenvolvimento, se propagam para novos produtos, construídos a partir do produto original do erro. Por exemplo, um erro de projeto se propaga, gerando novos erros na implementação e nos manuais do sistema. Erros passivos não se propagam além do produto em que foram gerados.

Os erros ativos e passivos são gerados pelas atividades de desenvolvimento de novos produtos. Esta geração se reflete nos fluxos de geração de erros ativos e passivos. Erros passivos também podem ser gerados a partir dos erros ativos: quando um produto que contém um erro ativo não será mais utilizado como base para construção de novos produtos no processo de desenvolvimento, o erro ativo contido no produto se transforma em um erro passivo. Esta transição é realizada pelo fluxo de retirada de erros ativos.

A medida que a atividade de teste encontra e corrige os erros, estes são retirados de seus repositórios. Esta retirada é realizada pelos fluxos de correção de erros ativos e correção de erros passivos. A densidade de erros, definida como o número de erros por tarefa ou produto, influencia a taxa de correção de erros. Esta relação é demonstrada através dos conectores que ligam os processos de cálculo da densidade de erros aos fluxos de correção de erros.
A.2. Formulação Matemática dos Modelos

Esta seção apresenta a interpretação matemática dos modelos de dinâmica de sistemas. Somente os diagramas de repositórios e fluxos podem ser interpretados matematicamente, visto que os diagramas de causa e efeito não possuem informação suficiente para a definição das equações.

Os fluxos e processos de um diagrama de repositórios e fluxos são caracterizados por equações. Estas equações determinam a variação do nível de cada repositório do diagrama. Sendo assim, as equações fundamentais do diagrama estão nos fluxos. Somente quando estas equações são demasiadamente complexas, ou quando resultados parciais devem ser analisados durante a simulação, processos são necessários. Se considerarmos o nível de um repositório como uma função do tempo, este nível pode ser definido por:

Nível (R, t) = Nível (R, t - (t) + ( Fd(t) - ( Fo(t)

onde, 
R é o repositório



t é um instante de tempo


Fo = { F | origem (F) = R }



Fd = { F | destino (F) = R }

Na equação anterior, o nível de repositório em um determinado instante de tempo é igual ao nível do repositório no instante anterior, somado a variação de seus fluxos de entrada e subtraindo-se a variação de seus fluxos de saída naquele instante. Reorganizando-se a equação, temos:

Nível (R, t) - Nível (R, t - (t) = ( Fd(t) - ( Fo(t)

( Nível (R, t) = ( Fd(t) - ( Fo(t)

[image: image50.wmf]ò

×

-

×

-

×

=

-

-

1

0

)

1

(

)

1

(

)

(

dt

t

t

x

x

x

f

r

n

r

r

n

r

Considerando-se o intervalo de tempo infinitesimal, temos:

Assim, os fluxos descrevem derivadas parciais dos repositórios. Como um modelo pode ser composto por diversos repositórios, cada qual ligado a diversos fluxos, os modelos de dinâmica de sistemas são equivalentes a um conjunto de equações diferenciais parciais. Modelos complexos não podem ser resolvidos apenas por inspeção: somente a simulação pode revelar o comportamento implícito em sua estrutura, construída com o conhecimento das pessoas responsáveis por tomadas de decisão localizadas e pelo modo com que estas decisões se conectam (FORRESTER, 1991).

A partir da última equação, é possível definir o comportamento de diversas construções simples de dinâmica de sistemas. A Figura A.6 apresenta um repositório alimentado por um fluxo constante. A figura apresenta as equações que descrevem o sistema e um gráfico do comportamento do repositório. É importante observar que, como a taxa de crescimento do volume do repositório é constante ao longo do tempo, o volume é uma função linear desta taxa.
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A Figura A.7 apresenta um ciclo de feedback positivo. É importante observar que a variação do fluxo no tempo depende do nível do repositório. Ciclos de feedback positivo apresentam comportamento de crescimento exponencial, o que indica que o aumento em uma variável provoca aumentos em outras variáveis do ciclo.
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A Figura A.8 apresenta um ciclo de feedback negativo. Novamente, a variação do fluxo no tempo depende do nível do repositório. Ciclos de feedback negativo apresentam comportamento de decaimento exponencial, o que indica que o aumento em uma variável provoca reduções em outras variáveis do ciclo.
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 A combinação de um grande número de construções simples torna um modelo de dinâmica de sistemas complexo. Em diversas ocasiões, a discretização das funções que determinam os fluxos e processos impossibilita a resolução analítica das derivadas. Assim, simulações são necessárias para a compreensão do modelo.

Apêndice B – Premissas do Modelo de Abdel-Hamid e Madnick

Este apêndice descreve as principais premissas do modelo de ABDEL-HAMID e MADNICK (1991). As premissas são apresentadas por seção e subsistema do modelo.

B.1. Seção de Gerenciamento de Pessoal

Esta seção representa o conjunto de desenvolvedores experientes e inexperientes que compõem a equipe do projeto. Um importante resultado desta seção é a fração de desenvolvedores experientes que compõem a equipe.

Desenvolvedores inexperientes não são contratados assim que o gerente de projeto determina que precisa aumentar sua equipe: existe um atraso, imposto pelo tempo necessário para recrutamento e entrevista dos novos desenvolvedores. Desenvolvedores recém contratados passam por um período de aprendizado, durante o qual possuem a metade da produtividade de um desenvolvedor experiente. Durante o período de treinamento, parte do tempo de trabalho de alguns desenvolvedores experientes é consumido no ensino aos novos integrantes da equipe. O modelo assume que um profissional experiente consegue treinar até três novos integrantes da equipe.

Ao longo do projeto, os desenvolvedores experientes podem pedir demissão ou ser demitidos. O modelo assume que um profissional permanece em uma mesma organização por cerca de três anos. A medida que o projeto se aproxima de sua conclusão, parte da equipe pode ser transferida para outros projetos. Assim como na contratação, a transferência não é imediata: existe um atraso, devido à burocracia e a transferência de conhecimento para o restante da equipe.

B.2. Seção de Produção de Software

Esta seção é composta por quatro subsistemas: alocação de pessoal, desenvolvimento de software, controle de qualidade e testes.

B.2.1. Subsistema de Alocação de Pessoal

De acordo com o número de integrantes da equipe de desenvolvimento e o tamanho do projeto, o modelo calcula o esforço necessário para conclusão do projeto. O modelo assume que a equipe pode estar parcialmente dedicada ao projeto, indicando o percentual do dia de trabalho dedicado ao projeto em questão.

Considerando-se o esforço dedicado ao projeto por dia, o modelo calcula o esforço efetivamente dedicado ao desenvolvimento de software. Este esforço é calculado descontando-se o tempo investido em treinamento, controle da qualidade e correção de erros do esforço diário original.

O modelo assume que o esforço dedicado ao controle da qualidade é reduzido quando o gerente de projeto percebe que está atrasado em relação ao cronograma original do projeto. Um nível de qualidade é pré-determinado, reduzindo ou aumentando o esforço planejado para o controle da qualidade.

O modelo assume também que todo o retrabalho – rework – realizado durante o projeto se deve a correção de erros. A medida que erros são encontrados, parte da equipe é dedicada a sua correção. Novamente, esta alocação de pessoal ocorre suavemente, ao longo de um período. Este período é determinado pelo tempo médio esperado para a correção de um erro.

B.2.2. Subsistema de Desenvolvimento de Software

Dado o esforço dedicado ao desenvolvimento de software propriamente dito, calculado no subsistema de alocação de pessoal, o modelo calcula a produtividade de um desenvolvedor. Para tanto, o modelo inicialmente desconta o esforço necessário para testes do esforço dedicado ao desenvolvimento de software. O esforço necessário para testes depende do estágio de desenvolvimento do projeto, ou seja, é uma função do número de tarefas concluídas. No modelo, esta informação é representada pela porcentagem de trabalho concluída.

A produtividade do um desenvolvedor é caracterizada por duas informações: sua produtividade potencial e sua produtividade nominal. A produtividade potencial é o nível de trabalho que seria obtido no melhor ambiente de desenvolvimento possível. Entretanto, devido a falhas no processo de trabalho, este nível de produtividade é reduzido para a produtividade nominal. Falhas no processo de trabalho se devem a perda de motivação e overhead de comunicação.

O modelo assume que a produtividade potencial de um desenvolvedor experiente é duas vezes maior que a produtividade potencial de um desenvolvedor inexperiente. O processo de aprendizado, ao que se refere ao produto em desenvolvimento, aumenta a produtividade de ambas as categorias de desenvolvedores.

A comunicação com outros integrantes da equipe do projeto reduz a produtividade dos desenvolvedores. Quanto maior o tamanho da equipe, maior será o tempo despendido em comunicações.

Perdas de motivação são um fator muito dinâmico, dependendo da taxa de trabalho diária imposta aos desenvolvedores. Esta taxa não é constante ao longo do processo de desenvolvimento. No início do projeto, quando não existe pressão de cronograma, a equipe exibe uma taxa normal de trabalho, que o modelo assume como 60% do dia de trabalho. Assim, apenas 60% de um dia de trabalho é efetivamente dedicado ao trabalho. Os 40% restantes são perdidos em tarefas pessoais, conversas e interrupções gerais, sendo classificados pelo modelo como “slack time”.

A medida que a pressão de cronograma aumenta, normalmente com a chegada da data de entrega do projeto, a equipe começa a apresentar um maior ritmo de trabalho. Inicialmente, este ritmo é alcançado através de uma redução no “slack time”. Posteriormente, um maior ritmo somente pode ser alcançado através de um maior número de horas de trabalho por dia. 

Entretanto, esta taxa de trabalho não pode permanecer constantemente alta, visto que ela exaure a equipe de desenvolvimento. Assim, quando a exaustão da equipe chega a um limite, o nível de trabalho se reduz. Após esta redução, a equipe precisa de um tempo de descanso, com ritmo de trabalho normal, antes de um novo período de exaustão. Durante o período de descanso, os integrantes da equipe normalmente resistem a um novo período de horas extras.

Quando a pressão de cronograma é negativa, ou seja, quando a equipe percebe que possui mais tempo do que realmente necessita para cumprir as tarefas componentes do projeto, a equipe inicialmente reage aumentando seu “slack time”. Posteriormente, se a sobra de tempo for substancial, o cronograma também é reduzido. 

Em qualquer circunstância, a expansão ou redução do nível de trabalho não é uma ação instantânea: ela ocorre suavemente, ao longo de um período de tempo.

B.2.3. Subsistema de Controle de Qualidade

Este subsistema representa a revisão das tarefas realizadas no subsistema de desenvolvimento de software, com o intuito de identificar e corrigir os erros cometidos durante a realização destas tarefas.

A medida que as tarefas de desenvolvimento são concluídas, elas são revisadas durante sessões de controle de qualidade. O modelo assume que o esforço reservado para controle de qualidade é previamente determinado pela organização de desenvolvimento. Nesta janela de tempo, todos os produtos que devem passar pelo controle de qualidade serão considerados revisados, mesmo que o tempo não seja suficiente para todas as análises necessárias.

A taxa de geração de erros depende do estágio de desenvolvimento do projeto. O modelo assume que o número de erros gerados durante a atividade de projeto é maior que o número de erros gerados durante a implementação.

A pressão de cronograma também contribui para aumentar a taxa de geração de erros. Esta premissa se baseia em evidências empíricas de que, durante períodos de pressão de cronograma, as pessoas não trabalham melhor, apenas trabalham mais rápido.

Finalmente, o nível de experiência dos desenvolvedores também afeta a taxa de geração de erros: o modelo assume que um desenvolvedor inexperiente gera o dobro de erros que um desenvolvedor experiente.

A taxa de detecção potencial de erros representa o número máximo de erros detectados por dia, sendo determinado dividindo-se o esforço dedicado ao controle de qualidade pelo esforço médio necessário para detecção de um erro. 

O esforço necessário para detecção de um erro depende do estágio de desenvolvimento do projeto: erros de projeto são mais difíceis de detectar que erros de programação. A densidade de erros é um segundo fator que afeta o esforço necessário para detectar um erro: quanto menor a densidade de erros, mais difícil se torna sua detecção.

Como o esforço de controle de qualidade é limitado, alguns erros podem passar desapercebidos por este controle, atingindo a atividade de testes. Entretanto, os erros detectados durante o controle de qualidade devem ser corrigidos.

O esforço necessário para correção de um erro também depende do estágio de desenvolvimento do projeto: a correção de erros de projeto é mais difícil que a correção de erros de programação. Este esforço também é afetado pelas perdas de comunicação e motivação, consideradas no subsistema de desenvolvimento de software.

B.2.4. Subsistema de Testes

Este subsistema representa os testes de sistema, realizados após o controle de qualidade. Erros que tenham escapado do controle de qualidade somente serão detectados durante as atividades de testes. O modelo assume que todos os erros do projeto serão detectados durante as atividades de teste. Somente os testes de integração são considerados, visto que os testes de unidade são realizados durante as atividades de desenvolvimento.

Todos os erros de um projeto estão localizados nas tarefas realizadas durante o desenvolvimento. Estes erros podem ter sido gerados durante o desenvolvimento propriamente dito ou durante a correção de erros do controle de qualidade.

Os erros de um projeto podem ser ativos ou passivos. Erros ativos se propagam além das tarefas em que foram gerados, atingindo outros produtos gerados com base na tarefa original. Por exemplo, um erro de projeto se propaga para a implementação e para os manuais. Esta propagação de erros é denominada de regeneração de erros. Erros passivos não se regeneram.

A taxa de geração de erros ativos depende do estágio do projeto: erros de projeto são sempre ativos, pois eles se propagarão para o código. Durante a implementação, o modelo assume que o desenvolvimento será top-down, onde os primeiros módulos codificados serão os módulos de mais alto nível. Os erros cometidos nestes módulos são mais ativos que os erros cometidos em módulos de nível mais baixo, visto que estes representam funções mais localizadas.

A taxa de regeneração de erros depende da taxa de desenvolvimento de novas tarefas, dado que a regeneração ocorre em novos produtos. Esta taxa depende também da densidade de erros ativos, ajustada para representar um atraso entre a geração de um erro ativo e sua regeneração. Este atraso representa o tempo entre a criação de um produto com erro (geração) e a criação de novos produtos com base no primeiro (regeneração).

Erros ativos não se regeneram indefinidamente. A medida que a taxa de desenvolvimento se reduz, com a conclusão das tarefas componentes do projeto, a taxa de regeneração de erros também se reduz. Neste ponto, com a redução do número de novos produtos, alguns erros ativos são convertidos em erros passivos.

A detecção e correção de erros depende da taxa de teste e da densidade de erros. A taxa de teste representa o número de tarefas testadas por dia, dependendo do esforço necessário para o teste de uma tarefa e do número de homens/dia reservado para esta atividade. O esforço total de teste também depende do overhead gerado pelo planejamento de testes, do número de erros encontrados e das perdas de produtividade devido a comunicação e motivação.

B.3. Seção de Controle

Esta seção representa a percepção do estado do projeto ao longo do desenvolvimento. No início do projeto, a produtividade da equipe é medida pelo consumo dos recursos do projeto. Assim, considera-se que o projeto está se desenrolando conforme o planejado. O número de tarefas restante para a conclusão do projeto é calculado com base no número de homens/dia restante. Assim sendo, a produtividade da equipe é calculada com base em projeções futuras, considerando-se que o projeto permanecerá no plano original. 

Posteriormente, com o crescimento do número de tarefas concluídas, a produtividade pode ser medida pelo tempo necessário para conclusão destas tarefas. A transição entre os dois modos de percepção de produtividade ocorre suavemente ao longo do projeto. O mesmo comportamento é observado para a produtividade nas atividades de teste.

A pressão de cronograma é calculada de acordo com o número de homens/dia necessários para a conclusão do projeto e o número de homens/dia restante pelo plano original. A pressão de cronograma será afetada pelo número de homens/dia absorvidos durante os períodos de trabalho em hora extra.

Finalmente, o modelo considera que o tamanho do projeto foi subestimado no plano original de desenvolvimento. Assim, a medida que o projeto se desenrola, novas tarefas são descobertas, além daquelas participantes do plano original. O ajuste do tamanho do projeto ocorre principalmente em estágios avançados do desenvolvimento. A integração de novas tarefas é realizada em uma janela de tempo após sua descoberta.

B.4. Seção de Planejamento

Esta seção representa o plano de projeto, considerando sua data de conclusão e as parte das políticas de gerenciamento da equipe de desenvolvimento, especialmente no que concerne à contratação de novos desenvolvedores. Esta seção calcula a equipe necessária para a conclusão do projeto e a viabilidade de se alterar o número de integrantes na equipe. Esta última é calculada considerando-se a estabilidade da equipe e uma data máxima de conclusão do projeto.

As premissas iniciais do modelo determinam que novos desenvolvedores somente serão contratados se o tempo para conclusão do projeto permitir seu treinamento e trabalho por um período equivalente a duas vezes o tempo de treinamento. Caso contrário, o tempo despendido na contratação e treinamento não compensará o esforço dedicado ao projeto. Neste caso, o cronograma do projeto será estendido.

Por outro lado, se a data de conclusão do projeto for rígida e mudanças no cronograma não forem permitidas, novos integrantes serão contratados em qualquer circunstância.

B.5. Inicialização do Modelo

Esta seção determina os valores de diversos parâmetros do modelo. O modelo original de Abdel-Hamid e Madnick utiliza o método COCOMO (BOEHM, 1981) para calcular o esforço e tempo de desenvolvimento de um projeto, dado seu número de linhas de código. O tamanho da equipe inicial do projeto, o coeficiente de subestimação do tamanho do projeto e sua data máxima de conclusão são outros parâmetros especificados nesta seção.

Apêndice C – Teoria da Probabilidade

Este apêndice apresenta os conceitos que regem a teoria de probabilidade. Estes conceitos são fundamentais para a descrição das distribuições de probabilidade, utilizadas para descrever as incertezas de um modelo de análise de riscos.

C.1. Eventos Aleatórios e Probabilidade

Um evento aleatório é um evento que produz um resultado que não pode ser determinado antes da ocorrência do próprio evento, mesmo quando o conjunto de possíveis resultados é previamente conhecido (KALOS, 1986). Um evento determinístico, oposto a um evento aleatório, é um evento que produz um resultado que pode ser determinado previamente, de acordo com as características do evento e com as condições em que este ocorre. 

Assim, um evento aleatório é caracterizado pela incerteza acerca de seu resultado. A teoria de probabilidade oferece mecanismos para medição e representação desta incerteza. Dado um evento aleatório com um conjunto finito de possíveis resultados E1, E2, ..., En, existe, associado a cada possível resultado do evento, um número chamado de probabilidade, que pertence ao intervalo [0..1] (KALOS, 1986). Este número mede a chance de ocorrência do possível resultado em um evento aleatório.
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De forma análoga, dado um evento aleatório com um conjunto infinito de possíveis resultados, determinados no intervalo [a, b], a probabilidade está associada a um subintervalo deste evento. Isto ocorre porque, existindo infinitos possíveis resultados, a probabilidade de um resultado específico é zero. Assim, a probabilidade somente pode ser calculada por intervalos.
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Uma variável aleatória é um mapeamento numérico dos possíveis resultados de um evento aleatório (KALOS, 1986). Ao longo de sua existência, uma variável aleatória pode assumir diversos valores distintos, cada um deles representando um possível resultado do evento aleatório. Assim, como nos possíveis resultados do evento, existe uma probabilidade associada a cada valor que pode ser assumido pela variável aleatória.

As variáveis aleatórias podem ser classificadas como discretas ou contínuas, de acordo com o conjunto de possíveis resultados do evento aleatório que elas representam. Uma variável aleatória discreta pode assumir um conjunto restrito de valores xi, i = 1..n, representando o conjunto finito de resultados de um evento aleatório. Uma variável aleatória contínua pode assumir um conjunto infinito de valores, dentro de um intervalo previamente determinado, representando um evento aleatório com infinitos possíveis resultados.

As variáveis aleatórias são utilizadas para representar a incerteza em um modelo. Sendo os modelos compostos por um conjunto de variáveis, algumas destas variáveis podem ser aleatórias, caracterizando a incerteza sobre os valores do modelo.

C.2. Funções de Massa de Probabilidade

As funções de massa de probabilidade, ou distribuições de probabilidade, são um mecanismo de representação de incerteza em modelos. Estas funções caracterizam as variáveis aleatórias do modelo, cujo valor não pode ser definido estritamente, mas através de um conjunto de valores associados a probabilidades.

Uma função de massa de probabilidade é uma equação matemática que determina a probabilidade de uma variável aleatória X assumir um valor x (VOSE, 1996). Assim, uma função de massa de probabilidade é descrita por:

f(x) = P(X = x), 


para qualquer valor de x. 

Uma função de massa de probabilidade possui as propriedades abaixo (TRIVEDI, 1982):

· A função é definida no intervalo [0, 1], ou seja, 0 ( f(x) ( 1, para qualquer x;

· Como a função somente assume valores x, pertencentes a um conjunto X, e todos os eventos aleatórios possuem um resultado,
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C.3. Funções Cumulativas de Probabilidade

Uma função cumulativa de probabilidade é uma equação matemática que determina a probabilidade de uma variável aleatória X assumir um valor menor ou igual a x, ou seja, F(x) = P(X ( x), para todos os valores de x.

A função cumulativa de probabilidade de uma variável aleatória pode ser definida a partir de sua função de massa de probabilidade. Assim, para uma variável aleatória discreta que possa assumir valores xi, i = 1..n, temos:
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Para uma variável aleatória contínua, que possa assumir valores entre a e b, temos:
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Uma função cumulativa de probabilidade deve possuir as seguintes propriedades:

· Ela deve ser não-decrescente;

· Em uma variável aleatória discreta, F(xn) = 1, onde xn = max(xi), ( i = 1..n;

· Em uma variável aleatória discreta, F(xm) = 0, onde xm < min(xi), ( i = 1..n;

· Em uma variável aleatória contínua, F(b) = 1, F(a) = 0, onde a < x ( b;

C.4. Medidas de Tendência Central

A média, ou valor esperado, da distribuição de probabilidade de uma variável aleatória pode ser considerada como o centro de gravidade da distribuição (VOSE, 1996). Ela é calculada a partir das seguintes equações:
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para variáveis aleatórias discretas, e
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para variáveis aleatórias contínuas.

A média de duas distribuições aleatórias X e Y possui as seguintes propriedades:

· A média da soma de duas distribuições de probabilidade é igual a soma das médias das distribuições, ou seja, E[X + Y] = E[X] + E[Y].

· A média do produto de duas distribuições de probabilidade é igual ao produto das médias das distribuições, ou seja, E[X . Y] = E[X] . E[Y].

A moda de uma distribuição de probabilidade é o valor assumido pela distribuição com maior probabilidade. Assim, a moda é o valor x, tal que não existe um valor y, pertencente ao conjunto de valores que podem ser assumidos pela função de distribuição, com maior probabilidade que x. É importante observar que a moda de uma distribuição não precisa ser única.

A mediana de uma distribuição de probabilidade é o valor que a variável aleatória tem 50% de chance de ultrapassar na geração de um novo número aleatório segundo a distribuição. Assim, a mediana é o valor x tal que F(x) = 0,5, onde F(x) é a função cumulativa de probabilidade da distribuição.

C.5. Medidas de Dispersão

A variância é uma medida que determina o quanto a distribuição de probabilidade de uma variável aleatória se distancia de sua média. A variância é calculada por:
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A variância também pode ser calculada pelas seguintes equações:
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para variáveis aleatórias contínuas.
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A variância é uma medida da dispersão de uma distribuição em relação à sua média. A Figura C.1 apresenta duas distribuições de probabilidade. Na distribuição da esquerda, de menor variância, grande parte da massa de probabilidade
 se concentra em torno da média. Na distribuição da direita, de maior variância, esta massa de probabilidade está mais espalhada, ou seja, mais distante da média.

A variância de duas distribuições de probabilidade independentes e igualmente distribuídas possui as seguintes propriedades:

· A variância da soma de duas distribuições é igual à soma de suas variâncias, ou seja, V[X + Y] = V[X] + V [Y];

· A variância do produto de uma distribuição por uma constante é igual à variância da distribuição original multiplicada pelo quadrado da constante, ou seja, V[cX] = c2 V[X];

· A variância do produto de duas distribuições é igual ao produto de suas variâncias, ou seja, V[X . Y] = V[X] . V [Y].

Se as variáveis aleatórias não são independentes, a soma de suas variâncias é representada pela seguinte equação:
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O termo Cov[X, Y] é denominado covariância entre as variáveis aleatórias X e Y. A covariância mede o grau de dependência linear entre duas variáveis aleatórias (TRIVEDI, 1982). Se as variáveis são independentes, sua covariância é zero. A covariância também pode ser calculada pela seguinte equação:
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A partir da covariância, calcula-se a correlação linear entre duas variáveis aleatórias, que é uma medida de dependência normalizada para o intervalo [-1, 1]. A correlação linear é calculada pela seguinte equação:
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A correlação ((X, Y) captura o grau de relacionamento linear entre duas variáveis. A restrição de linearidade pode ser removida utilizando-se outro mecanismo de correlação, como o coeficiente de correlação de Spearman. 

O coeficiente de Spearman, ou correlação por ranqueamento
, (VOSE, 1996) é uma técnica não-paramétrica para determinação do grau de relacionamento entre duas variáveis aleatórias. A técnica é considerada não-paramétrica por não se basear em princípios matemáticos, mas em uma ordenação dos conjuntos de valores assumidos pelas variáveis. O coeficiente é calculado pela seguinte equação:
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onde ordem(xi) é uma função que indica o índice do valor xi dentro do conjunto de valores X, disponível para o cálculo da correlação. O maior valor xi receberá índice 1, enquanto o menor valor xi receberá índice n, onde n é o número de elementos do conjunto.

Outra medida de dispersão importante é o desvio padrão, calculado como a raiz quadrada da variância de uma variável aleatória. Assim, 
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C.6. Outros Momentos de Distribuições de Probabilidade

A média e a variância de uma distribuição de probabilidade são denominadas, respectivamente, o primeiro e segundo momento da distribuição. Um momento de n-ésima ordem é definido como:
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Além da média e da variância, dois outros momentos são relevantes para a definição de funções de distribuição de probabilidade. A distorção (skewness), que é o momento de terceira ordem, caracteriza o grau de assimetria de uma distribuição de probabilidade em torno de sua média. Se considerarmos que a média corta uma distribuição de probabilidade em duas seções laterais, esta assimetria se demonstra por uma maior concentração de massa de probabilidade em um dos lados da média. As distribuições com distorção positiva possuem maior concentração de massa de probabilidade no lado direito da média, ou seja, nos números acima da média. As distribuições com distorção negativa possuem maior massa de probabilidade no lado esquerdo da média, ou seja, nos números abaixo da média. A distorção de uma distribuição de probabilidade é definida pela seguinte equação:
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O curtose (kurtosis), que é o momento de quarta ordem, caracteriza a existência de um pico em uma distribuição de probabilidade. O curtose é uma medida relativa à curva gaussiana de distribuição de probabilidade. A massa de probabilidade das distribuições com curtose positiva tende a se concentrar em um intervalo, formando um pico. A massa de probabilidade das distribuições com curtose negativa se apresenta de modo mais uniforme ao longo dos intervalos em que a distribuição é válida. O curtose de uma distribuição de probabilidade é definido pela seguinte equação:
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C.7. Probabilidade Condicional

Dados dois eventos aleatórios X e Y, a probabilidade de ocorrência do evento X conhecida a ocorrência do evento Y é determinada por P(X | Y). Se os eventos X e Y são independentes, a ocorrência do evento Y não afeta a probabilidade de ocorrência de X, ou seja, P(X | Y) = P(X).

Entretanto, se os eventos não são independentes, a probabilidade de ocorrência de X, dada a ocorrência do evento Y é definida por:
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A probabilidade de ocorrência de Y, dada a ocorrência do evento X é definida por:
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Como, 
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Esta regra pode ser estendida, para o Teorema de Bayes (VOSE, 1996), que determina que:
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Este teorema pode ser interpretado como a probabilidade de percurso de um determinado caminho em uma árvore de decisão, dadas as condições de fim de percurso. O teorema de Bayes é utilizado por toda uma linha de estatística, que utiliza árvores de decisão para representar incertezas. 

Apêndice D – Funções de Distribuição de Probabilidade

A precisão de uma análise de risco depende profundamente do uso apropriado de distribuições de probabilidade para representar corretamente as incertezas envolvidas em um modelo (VOSE, 1996). Este apêndice apresenta funções de massa de probabilidade clássicas, muito utilizadas em modelos de análise de riscos. O apêndice também descreve os algoritmos computacionais para geração destas distribuições em um simulador.

D.1. Classificação das Distribuições de Probabilidade

VOSE (1996) apresenta uma classificação para as distribuições de probabilidade, agrupando-as segundo três características fundamentais: distribuições discretas ou contínuas, limitadas ou ilimitadas e paramétricas ou não-paramétricas.

Uma distribuição de probabilidade é discreta quando os valores que podem ser assumidos por uma variável aleatória que atenda à distribuição pertencem a um conjunto finito. Neste conjunto, cada elemento possui uma determinada probabilidade de ocorrência, ou seja, uma probabilidade de ser assumido pela variável aleatória. 

As distribuições de probabilidade discretas são utilizadas para descrever variáveis cujos valores são limitados a um conjunto pré-determinado. Por exemplo, o número de integrantes de uma equipe de desenvolvimento de software é sempre um número inteiro. Uma distribuição de probabilidade para uma variável que represente o número de integrantes de uma equipe de desenvolvimento deve ser discreta, visto que somente valores inteiros podem ser assumidos por esta variável.

Uma distribuição de probabilidade é contínua quando uma variável aleatória que atenda à distribuição pode assumir qualquer valor em um intervalo pré-determinado. Neste caso, como infinitos valores podem ser assumidos por uma variável aleatória, a probabilidade da variável assumir um valor específico é muito pequena e não pode ser mensurada. Por outro lado, é possível medir a probabilidade da variável assumir um valor dentro de um intervalo definido no interior do intervalo de valores válidos para a distribuição.

As distribuições de probabilidade contínuas são utilizadas para descrever variáveis cujos valores são infinitamente divisíveis. Por exemplo, a produtividade de um desenvolvedor, definida como o número de tarefas concluídas em uma unidade de tempo, pode ser modelada como uma distribuição de probabilidade contínua (assumindo-se a capacidade de medir a fração concluída de uma tarefa).

As distribuições de probabilidade também pode ser classificadas como limitadas ou ilimitadas. Nas distribuições limitadas, os valores que podem ser assumidos por suas variáveis aleatórias estão confinados dentro de um intervalo. Nas distribuições ilimitadas, as variáveis aleatórias podem assumir qualquer valor no intervalo de –( a +(. Distribuição de probabilidade também podem ser classificadas como parcialmente limitadas, quando seus valores se restringem ao intervalo (-(, c] ou ao intervalo [c, +(), para qualquer constante c.

Finalmente, as distribuições de probabilidade podem ser classificadas como paramétricas ou não paramétricas. A curva de uma distribuição paramétrica deriva da descrição matemática de um problema ou de resultados diretos de um conjunto de premissas. Por exemplo, uma distribuição lognormal para uma variável aleatória X, deriva da premissa que o logaritmo dos valores que podem ser assumidos por X seguem uma distribuição normal (VOSE, 1996). Assim, a distribuição de probabilidade pode ser descrita por um conjunto finito de parâmetros.

As distribuições de probabilidade não paramétricas não se caracterizam pela descrição matemática de um problema, mas pela definição de uma curva e extração das probabilidades através desta curva. Uma distribuição em histograma, na qual são definidos os diversos valores que podem ser assumidos por uma variável aleatória e suas respectivas probabilidades, é um exemplo de distribuição não-paramétrica.

VOSE (1996) determina um conjunto de condições onde distribuições de probabilidade paramétricas podem ser utilizadas para descrever as variáveis de um modelo. Segundo o autor, estas distribuições somente devem ser utilizadas quando (a) a teoria descrevendo a distribuição se aplica no problema em questão, (b) é aceitável que uma determinada distribuição modele a quantidade expressa na variável com relativa precisão e (c) a distribuição se aproxime da opinião de um especialista que está sendo modelada ou o grau de precisão desejado não é muito alto.

As próximas seções descrevem algumas distribuições de probabilidade clássicas, muito utilizadas para a representação de incerteza em modelos.

D.2. Distribuição Uniforme
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Consideremos a seleção de um número dentro de um intervalo numérico definido por seus extremos, min e max. Uma variável aleatória que descreva a probabilidade p, constante ao longo do intervalo, de selecionar um determinado número segue uma distribuição uniforme. A distribuição uniforme é contínua, limitada e paramétrica, sendo definida pelos parâmetros min e max. Sua função de massa de probabilidade, sua média e sua variância são determinadas pelas equações a seguir. O gráfico ao lado apresenta uma distribuição uniforme [0, 10]. A seção D.11 ressalta a importância da distribuição uniforme na geração de outras distribuições de probabilidade.

D.3. Distribuição Beta
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Consideremos a realização de n experimentos independentes, cada experimento podendo resultar em um sucesso ou uma falha. Consideremos também que, após a realização dos n experimentos, foram constatados r sucessos. Uma variável aleatória que descreva a probabilidade de sucesso de um experimento segue uma distribuição beta. A distribuição beta é contínua, limitada e paramétrica, sendo definida pelos parâmetros n e r. Sua função de massa de probabilidade, sua média e sua variância são determinadas pelas equações a seguir. O gráfico ao lado das equações representa uma distribuição beta com n = 100 e r = 17.

D.4. Distribuição Binomial
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Consideremos a realização de n experimentos independentes, cada experimento podendo resultar em um sucesso ou uma falha. Consideremos também que a probabilidade de sucesso é definida por um número p. Como o experimento somente pode resultar em sucesso ou falha, a probabilidade de falha é definida por 1-p. Uma variável aleatória que descreva o número de sucessos que ocorram nos n experimentos segue uma distribuição binomial. A distribuição binomial é discreta, limitada e  paramétrica, sendo definida pelos parâmetros n e p. Sua função de massa de probabilidade, sua média e sua variância são determinadas por
:

O gráfico ao lado das equações representa uma distribuição binomial com n = 20 e p = 0,4. A distribuição de probabilidade binomial se relaciona com a distribuição beta: a distribuição binomial determina o número de sucessos r em n experimentos independentes, cada qual com probabilidade de sucesso p; a distribuição beta determina a probabilidade de sucesso p, dado o número de experimentos n e o número de sucessos r (VOSE, 1996). 

D.5. Distribuição Geométrica
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Consideremos a realização de n experimentos independentes, cada experimento podendo resultar em um sucesso ou uma falha. Consideremos também que a probabilidade de sucesso é definida por um número p, independente dos sucessos ou falhas dos experimentos anteriormente realizados. Uma variável aleatória que descreva o número de experimentos realizados até o primeiro sucesso, considerando inclusive o experimento realizado com sucesso, segue uma distribuição geométrica. A distribuição geométrica é discreta, parcialmente ilimitada e paramétrica, sendo definida pelo parâmetro p. Sua função de massa de probabilidade, sua média e sua variância são determinadas por: 

O gráfico ao lado da equação representa uma distribuição geométrica com p = 0,25. A distribuição de probabilidade geométrica se relaciona com a distribuição binomial: a distribuição geométrica determina o número de eventos até o primeiro sucesso, dada a probabilidade de sucesso p; a distribuição binomial determina o número de sucessos r em n experimentos independentes, dada a probabilidade de sucesso p.

A distribuição geométrica é a única distribuição de probabilidade discreta com a propriedade Markoviana (TRIVEDI, 1982). Esta propriedade determina que a distribuição não possui memória, ou seja, os experimentos anteriores não influenciam a probabilidade de sucesso de um novo experimento. TRIVEDI (1982) demonstra a propriedade Markoviana da distribuição geométrica. 

VOSE (1996) observa que a distribuição de probabilidade geométrica é uma distribuição discreta análoga à distribuição exponencial, visto que somente as duas distribuições possuem a propriedade Markoviana.

D.6. Distribuição Normal
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A distribuição normal é uma distribuição contínua, ilimitada e paramétrica, descrita pelos parâmetros ( e (. Sua função de massa de probabilidade, sua média e sua variância são determinadas por:

O gráfico ao lado da equação representa uma distribuição normal com ( = 10 e ( = 2. A distribuição normal possui uma importante propriedade: se X é uma variável aleatória que segue uma distribuição normal com média ( e variância (2, uma transformação linear da variável X, determinada por aX+b, seguirá uma distribuição normal com média a(+b e variância a2(2. Isto implica que qualquer distribuição normal pode ser definida a partir da distribuição normal unitária, ou seja, da distribuição normal com média zero e variância 1, através da seguinte transformação:
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A ampla aplicação de variáveis aleatórias que seguem a distribuição normal se deve ao teorema central do limite. Este teorema determina que a soma de n variáveis aleatórias X1, X2, …, Xn, independentes e identicamente distribuídas com média finita ( e variância (2, possui a seguinte propriedade:
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onde, ((x) é a função de densidade cumulativa da normal com média zero e variância 1 no ponto x. Pelo teorema central do limite, determina-se que a soma de n variáveis aleatórias independentes e identicamente distribuídas com média finita ( e variância (2, segue uma distribuição normal de média ( e variância (2/n.

D.7. Distribuição Exponencial

Consideremos um evento aleatório, com probabilidade constante de ocorrência em cada instante de tempo. Consideremos também que a constante ( indica o tempo médio entre duas ocorrências. Finalmente, consideremos que a ocorrência de um evento não influencia a ocorrência do mesmo evento no futuro.
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Uma variável aleatória que descreva o tempo entre duas ocorrências do evento segue uma distribuição exponencial. A distribuição exponencial é contínua, parcialmente limitada e paramétrica, sendo definida pelo parâmetro (. Este parâmetro indica a probabilidade de ocorrência do evento em um intervalo unitário de tempo, sendo definido como 1/(. A função de massa de probabilidade da distribuição exponencial, sua média e sua variância são determinadas por: 

O gráfico ao lado da equação representa uma distribuição exponencial com ( = 0,25. Assim como a distribuição geométrica, a distribuição exponencial possui a propriedade Markoviana, que determina que a distribuição não possui memória. Assim, o tempo decorrido desde o último evento não influencia no tempo esperado até a ocorrência do próximo evento. TRIVEDI (1982) demonstra que a distribuição exponencial possui a propriedade Markoviana e que qualquer outra distribuição contínua com esta propriedade será uma distribuição exponencial.

D.8. Distribuição Poisson
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Consideremos um evento aleatório, com probabilidade constante de ocorrência por instante de tempo. Consideremos também que a constante ( indica o tempo médio entre duas ocorrências e que a ocorrência de um evento não influencia a ocorrência do mesmo evento no futuro. Uma variável aleatória que descreva o número de ocorrências do evento em um período de tempo T segue uma distribuição Poisson. A distribuição Poisson é discreta, parcialmente limitada e paramétrica, sendo definida pelo parâmetro (. O parâmetro (, definido como T/(, representa o número médio de eventos que ocorrem no intervalo de tempo T. Sua função de massa de probabilidade, sua média e sua variância são determinadas por:

O gráfico ao lado da equação representa uma distribuição Poisson com ( = 8. TRIVEDI (1982) demonstra que a distribuição Poisson é uma boa aproximação para a distribuição binomial quando o número de intervalos é grande e a probabilidade de ocorrência é pequena. Se o intervalo T for dividido em n intervalos suficientemente pequenos, a probabilidade de ocorrência de k eventos, cada qual com probabilidade de ocorrência p = (T / n, é descrita por uma distribuição binomial.

Outra importante característica da distribuição de Poisson é que a probabilidade de um valor pode ser calculada diretamente, a partir da probabilidade do item anterior (ROSS, 1990).
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A distribuição de probabilidade Poisson se relaciona com a distribuição exponencial: a distribuição Poisson determina o número de ocorrências do evento em um período de tempo, dado o tempo médio entre duas ocorrências; a distribuição exponencial determina o tempo até o próximo evento, dado o tempo médio entre eventos.

D.9. Distribuição Histograma

A distribuição histograma é uma função de distribuição de probabilidade genérica, utilizada para descrever uma variável que possa assumir um conjunto limitado de valores discretos. Esta distribuição associa uma probabilidade a cada valor que pode ser assumido pela variável. 

A distribuição histograma é discreta, limitada e não-paramétrica. VOSE (1996) ressalta que, embora esta distribuição de probabilidade não possua base teórica, ela é útil para realizar combinações de outras distribuições. Esta combinação permite, por exemplo, a agregação das opiniões de diversos especialistas sobre a distribuição de probabilidade de uma variável.
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A função de massa de probabilidade da distribuição histograma é apresentada abaixo. Sua média e variância podem ser calculadas pelas equações apresentadas no apêndice C.

A distribuição cumulativa (VOSE, 1996) é uma extensão da distribuição histograma, onde os valores que podem ser assumidos por uma variável aleatória são associados a uma probabilidade cumulativa. Assim, o valor x será associado à probabilidade da variável X assumir um valor menor ou igual a x.

D.10. Outras Distribuições

Além das distribuições descritas nos tópicos anteriores, outras distribuições de probabilidade podem ser definidas.

A distribuição Chi Squared é utilizada para determinar a proximidade de uma distribuição de probabilidade a um conjunto de dados.

A distribuição Gamma descreve o tempo necessário para a ocorrência de ( eventos, dado que os eventos ocorrem segundo um processo de Poisson com tempo médio entre eventos (.

A distribuição Hipergeométrica descreve o número de elementos de um determinado tipo que existem em um conjunto com n elementos, extraído de um conjunto maior, contendo M elementos, sendo D elementos do tipo desejado.

A distribuição Lognormal é utilizada na modelagem de variáveis que resultam do produto de um conjunto de variáveis. O teorema central do limite demonstra que o produto de um grande número de distribuições de probabilidade segue uma distribuição lognormal.

A distribuição Binomial Negativa descreve o número de falhas até um determinado número de sucessos, na realização de experimentos independentes, cada qual com probabilidade constante p de sucesso.

A distribuição Triangular é utilizada como uma ferramenta de modelagem simples, quando as únicas informações disponíveis sobre uma variável aleatória são seu valor mínimo, seu valor máximo e seu valor mais provável. Neste caso, os valores são conectados por linhas, formando um triângulo. VOSE (1996) afirma que, embora a distribuição triangular não tenha nenhuma base teórica, ela atingiu grande popularidade entre analistas de risco devido à flexibilidade de sua forma e à natureza intuitiva de seus parâmetros.

D.11. Geração de Números Aleatórios

Para viabilizar a realização de simulações de Monte Carlo, torna-se necessária a geração de valores para uma variável aleatória, segundo uma distribuição de probabilidade previamente definida para esta variável. Esta seção descreve algoritmos para a geração destas variáveis aleatórias.

O método da transformada inversa (VOSE, 1996) (PRESS et al., 1994) (ROSS, 1990) utiliza a função inversa da função cumulativa de uma distribuição de probabilidade para gerar números aleatórios segundo esta distribuição. Conforme descrito no apêndice C, toda distribuição de probabilidade possui uma função cumulativa de probabilidade F(x) = P(X ( x). Seja G(r) a função inversa de F(x). O método da transformada inversa gera um número aleatório r segundo a distribuição uniforme no intervalo [0, 1] e aplica o número gerado na função G(r), resultando em um número aleatório segundo a distribuição F(x).

A principal vantagem deste método é sua flexibilidade: números aleatórios podem ser gerados para qualquer distribuição de probabilidade cuja função cumulativa seja inversível. Entretanto, a necessidade de uma função inversa para a distribuição de probabilidade restringe o número de distribuições atendidas por este método. Por exemplo, não é possível definir uma função inversa para a distribuição normal.

Outra dificuldade a que o método da transformada inversa está exposto é a necessidade de geração de números aleatórios segundo uma distribuição uniforme. PRESS et al. (1994) descrevem diversos algoritmos para geração de números pseudo-aleatórios com distribuição uniforme. Estes números são chamados de pseudo-aleatórios visto que, sendo gerados a partir de um algoritmo, são perfeitamente previsíveis. Os autores criticam diversas técnicas de geração de números aleatórios, afirmando que um bom gerador é essencial para a modelagem de processos estocásticos e para a realização de simulações de Monte Carlo (PRESS et al., 1994). BANKS et al. (1994) apresentam as propriedades de um bom gerador de números aleatórios:

1. Os números gerados devem estar distribuídos uniformemente no intervalo [0, 1], não apresentando qualquer tipo de correlação entre si, ou seja, devem ser independentes e identicamente distribuídos;

2. período do gerador, ou seja, a quantidade de números aleatórios gerados antes da primeira repetição, deve ser o maior possível;

3. gerador deve ser rápido e consumir poucos recursos computacionais;

4. Uma dada seqüência de números aleatórios deve ser reprodutível. Isto facilita a depuração e verificação de programas de simulação. Além disso, pode-se usar os mesmos números para simular diferentes sistemas, permitindo assim a comparação dos resultados.

AMARAL (1999) observa que um gerador deve ainda ser capaz de produzir várias seqüências separadas de números aleatórios, cada seqüência se comportando como um gerador independente das demais. Isto permite a geração de seqüências individuais para cada processo estocástico modelado.

Um dos geradores de números aleatórios uniformes mais simples é conhecido como gerador linear congruencial. Este gerador utiliza três números inteiros m, a e c, normalmente grandes e primos entre si, para gerar um número aleatório Ij+1 a partir de um número aleatório Ij gerado anteriormente. Estes números são combinados através da seguinte equação:
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O número I0, também conhecido como semente, é determinado pelo programador. O número m é denominado módulo, enquanto a e c são respectivamente denominados multiplicador e incremento. As principais vantagens desta técnica resultam de sua simplicidade e rapidez. Suas principais desvantagens advém do reduzido período de repetição da série de números gerada, limitado pelo módulo m. 

O gerador de números aleatórios uniformes multiplicador linear congruencial é uma simplificação do gerador linear congruencial, onde c = 0. PRESS et al. (1994) afirmam a existência de evidências teóricas e práticas de que o multiplicador linear congruencial pode ser tão bom quanto qualquer gerador linear congruencial, desde que os parâmetros a e m sejam escolhidos apropriadamente. Entretanto, os autores alertam para a existência de correlação serial
 entre os números gerados pelos algoritmos congruenciais.

PRESS et al. (1994) apresentam ainda três algoritmos de geração de números aleatórios, denominados ran1, ran2 e ran3. O algoritmo ran1 utiliza um multiplicador linear congruencial e realiza trocas nos bits menos significativos dos números aleatórios, evitando a correlação serial. O algoritmo ran2 é uma adaptação do multiplicador congruencial que permite a geração de seqüências com maior período de repetição. O algoritmo ran3 se baseia no método subtrativo, proposto por KNUTH (1981), que, segundo PRESS et al. (1994), ainda não foi estudado devidamente e deve ser reservado para uma segunda referência na geração de números aleatórios.

Tendo resolvido a geração de seqüências aleatórias distribuídas uniformemente, retornemos à geração de números segundo uma distribuição genérica. O método da rejeição é um método de geração de números aleatórios para distribuições de probabilidade cuja função inversa não pode ser definida. O método da rejeição considera a existência de um gerador eficiente para uma distribuição aleatória com função de massa de probabilidade definida por f(x), x ( 0. Este gerador é utilizado como base para a geração de valores aleatórios para uma segunda distribuição de probabilidade g(x), x ( 0. 

Inicialmente, o método de rejeição gera um número aleatório para a distribuição f(x), utilizando o gerador conhecido. Em seguida, este número é aceito para a distribuição g(x) com probabilidade g(x) / f(x). O teste de aceitação utiliza um gerador de números aleatórios uniformes, verificando se um número gerado é inferior a g(x) / f(x). Sucessivamente, novos números aleatórios são gerados para a distribuição f(x), até que um número seja aceito para a distribuição g(x). 

O método de Box-Muller (ROSS, 1990) utiliza coordenadas polares para gerar números aleatórios para distribuição normal. Este método é mais eficiente que o método de rejeição a partir da distribuição exponencial, embora seja específico para a distribuição normal.

Apêndice E – Resolução Analítica de Modelos Probabilísticos

No capítulo 3, foram analisadas diversas técnicas de modelagem, assim como a representação da incerteza, através de funções de distribuição de probabilidade, nos modelos construídos em cada técnica. A incerteza nos parâmetros e variáveis de um modelo permitirá o cálculo da distribuição de probabilidade dos resultados deste modelo. Estas distribuições de probabilidade podem ser analisadas, extraindo-se sua variância e outras medidas referentes à dispersão de seus valores. Estas medidas podem ser utilizadas na análise de risco do modelo.

Entretanto, para que tal análise seja possível, deve existir algum mecanismo que calcule as distribuições de probabilidade dos resultados a partir das distribuições dos parâmetros do modelo. Estes mecanismos se dividem em soluções analíticas e métodos numéricos. Este apêndice apresenta duas soluções analíticas, aplicáveis em modelos específicos para extração das informações de variabilidade dos resultados. O método numérico mais aplicado na resolução de modelos estocásticos, a simulação de Monte Carlo, foi apresentada no capítulo 3.

Dois métodos analíticos são apresentados neste apêndice: o método dos momentos e as cadeias de Markov. Em cada um destes métodos, apresentamos as condições necessárias para sua aplicação, as técnicas de modelagem as quais eles se adequam e os resultados que podem ser calculados a partir destes métodos.

E.1. Método dos Momentos

O método dos momentos (VOSE, 1996) utiliza as leis da probabilidade que regem a soma e produto das médias e variâncias das distribuições de probabilidade, descritas no apêndice C, para calcular a distribuição de probabilidade que descreve um resultado de um modelo a partir das distribuições de seus parâmetros.

O método dos momentos substitui cada incerteza do modelo por sua média e sua variância, utilizando as leis descritas acima para propagar esta incerteza ao longo das equações do modelo. Por exemplo, consideremos o modelo abaixo, onde o resultado X é calculado a partir dos parâmetros a, b e c, descritos pelas seguintes equações:
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onde Normal((, (2) representa uma distribuição normal com média ( e variância (2. A distribuição de probabilidade do resultado X é calculada como:
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O método dos momentos possui diversas limitações. O método assume que as variáveis do modelo são independentes entre si, não possuindo correlações. O método também assume que o resultado será distribuído conforme uma curva normal, que os parâmetros do modelo seguem distribuições normais ou que o modelo possui um grande número de variáveis, nenhuma das quais dominante sobre o resultado. Finalmente, o modelo não trata adequadamente as operações de divisão, exponenciações, potências ou variáveis discretas.

E.2. Cadeias de Markov

Um processo de Markov é um processo estocástico cujo comportamento dinâmico é tal que a probabilidade para seu desenvolvimento futuro depende apenas do estado atual do processo e não depende da forma com que o processo atingiu este estado (TRIVEDI, 1982). Se o conjunto de estados em que um processo de Markov pode permanecer for discreto, seja finito ou infinito, este processo é conhecido como cadeia de Markov.

Se um modelo é descrito como um diagrama de transição de estados, a análise por cadeias de Markov oferece uma solução analítica que responde a diversas questões, como o tempo esperado para que um processo atinja um determinado estado, o tempo médio de permanência em um estado e o número médio de visitas a um estado. Esta solução também é aplicável para a resolução analítica de modelos de teoria de filas, sendo estes previamente traduzidos para diagramas de estado.

As cadeias de Markov podem ser classificadas em cadeias de Markov discretas e contínuas. A análise de cadeias de Markov contínuas é similar à análise de cadeias de Markov discretas, exceto pelo fato de que mudanças de estado podem ocorrer a qualquer instante no tempo. Focalizaremos, nesta seção, a análise de cadeias de Markov discretas.

O comportamento das cadeias de Markov discretas é observado em intervalos discretos de tempo. Em cada instante de tempo observa-se o estado atual do processo, denominado Xn, onde n indica o intervalo de tempo. Dizemos que o processo está no estado j se Xn = j. X0 é o estado inicial do processo. Pela propriedade Markoviana, temos:
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onde it representa o estado do processo no tempo t. A propriedade Markoviana determina que o caminho percorrido pelo processo - i0, i1, .., in - está totalmente descrito no último estado visitado por ele. Com base nesta propriedade, podemos definir a probabilidade de transição entre estados pela equação abaixo:
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As cadeias de Markov homogêneas são um caso especial das cadeias de Markov discretas, onde a probabilidade de transição entre qualquer par de estados depende apenas da diferença n-m. Estas probabilidades, denominadas probabilidades estacionárias de transição de estados, são determinadas pela seguinte equação:
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As probabilidades de transição em zero passos e em um passo são definidas como:
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A partir destas definições, a probabilidade de um processo percorrer um determinado caminho, definido pelos estados i0, i1, .., in, é determinada pela equação abaixo:
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Assim, a probabilidade de um processo seguir um caminho em um diagrama de estados pode ser definida a partir da probabilidade do estado inicial e das probabilidades de transição entre os pares de estado do caminho. Estas probabilidades de transição em um passo podem ser representadas na forma de uma matriz.
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A probabilidade de transição do estado i para o estado j em n passos pode ser calculada pela equação de Chapman-Kolmogorov (TRIVEDI, 1982):
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Esta equação recursiva se baseia no fato de que (a) um processo está sempre em algum estado e (b) ocorrem transições em cada instante de tempo, mesmo que a transição seja para o mesmo estado. Assim, a probabilidade de um processo sair do estado i para o estado j em n passos é igual ao somatório de todas as probabilidades do processo sair do estado i para um estado k em um passo e do processo sair do estado k para o estado j em n-1 passos. 

Em sua forma matricial, esta equação determina que a matriz de probabilidade de transição entre estados em n passos pode ser calculada a partir da matriz de probabilidade de transição entre estados em um passo.
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A equação de Chapman-Kolmogorov pode ser utilizada para calcular a probabilidade de um processo atingir um determinado estado j, em n passos, a partir de seu início.
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Assim, construindo-se um vetor p(0) com as probabilidades de cada um dos estados ser o estado inicial do processo e considerando-se a matriz de transições em n passos, podemos calcular o vetor p(n), com as probabilidades do processo se encontrar em cada um de seus estados em n passos:
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Esta equação pode ser utilizada para o cálculo das probabilidades limite dos estados, definidas como a probabilidade do processo se encontrar em um determinado estado após um grande número de passos. Estas probabilidades são calculadas por:
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para qualquer estado j.

O cálculo do tempo de permanência médio em cada estado exige uma classificação dos estados. Para isto, é necessário definir o número médio de visitas ao estado i a partir do estado j, representado por Vji e calculado pela seguinte equação:
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Um estado de uma cadeia de Markov é denominado transiente se existe uma probabilidade diferente de zero do processo não retornar para este estado (TRIVEDI, 1982). A medida que o número de estados no caminho de um processo se aproxima do infinito, a probabilidade do processo se encontrar em um estado transiente tende a zero. Se i é um estado transiente, pji(n) tende a zero a medida que n tende a infinito. Assim, o número médio de visitas a um estado transiente i a partir de qualquer estado inicial j (Vji) tende a um valor finito.

Um estado de uma cadeia de Markov é denominado recorrente se, partindo deste estado, o processo eventualmente retorna a ele com probabilidade 1 (TRIVEDI, 1982). O número médio de visitas a um estado recorrente tende a infinito a medida que o número de passos tende a infinito. O tempo médio entre duas visitas a um estado recorrente i pode ser calculado pela equação abaixo (TRIVEDI, 1982):


[image: image42.wmf])

(

1

n

fii

n

n

i

å

¥

=

×

=

m

,

Um estado é denominado recorrente nulo se (i é infinito e recorrente não-nulo se (i é finito. Um estado é recorrente se existir pii(n) > 0, para algum n. O período de um estado recorrente é definido como o máximo divisor comum do conjunto dos números n para os quais pii(n) > 0. Um estado recorrente é denominado periódico se seu período for maior que 1, e aperiódico, caso contrário. Um estado absorvente é um estado recorrente no qual pii(n) = 1 para qualquer n, ou seja, ocorrida uma transição para este estado, o processo não sairá mais dele.

Uma cadeia de Markov é dita irredutível quando qualquer estado pode ser alcançado a partir de qualquer outro estado em um número finito de passos, ou seja, ( i, j, pij(n) > 0, para algum n ( 1. TRIVEDI (1982) demonstra que as probabilidades de transição entre estados em n passos, vij(n), de uma cadeia de Markov finita, irredutível e aperiódica ficam independentes de n e do estado inicial a medida que n tende a infinito. Estas probabilidades, que demonstram o tempo médio de permanência de um processo em um estado após a estabilização do processo, são representadas por vj. TRIVEDI (1982) demonstra também que estas probabilidades podem ser calculadas a partir dos autovetores da matriz P, pelo seguinte sistema de equações lineares:
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Considerando-se que um processo sofre transições de estado em cada instante de tempo, um processo permanecerá em um estado enquanto todas as suas transições ocorrerem para o mesmo estado. Assim, quando o processo se encontrar em um estado i, a probabilidade de transição para o mesmo estado é determinada por pii. Assim, o tempo de permanência de um  processo em um estado segue uma distribuição geométrica com probabilidade de sucesso (1-pii). O tempo médio de permanência no estado e sua variância são determinados pela média e variância da distribuição geométrica:
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Figura A.3 – Feedback negativo no desenvolvimento de software
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Figura A.2 – Feedback positivo no desenvolvimento de software





Figura A.1 – Um diagrama de causas e efeitos
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Figura A.4 – Blocos básicos dos modelos de dinâmica de sistemas





Figura A.5 – Exemplo de diagrama de repositórios e fluxos
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Figura A.6 – Evolução no tempo do nível de um repositório com fluxo constante
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Figura A.7 – Evolução no tempo do nível de um ciclo de feedback positivo
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Figura A.8 – Evolução no tempo do nível de um ciclo de feedback negativo
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Figura C.1 – Duas distribuições de probabilidade com diferentes variâncias
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� EMBED Equation.3  ���,	r = 0, .., n
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� EMBED Equation.3  ���, onde, i > 0, p > 0 
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� EMBED Equation.3  ���, onde, Discreta = ({xi}, {pi}) e� EMBED Equation.3  ���





� EMBED Excel.Sheet.8  ���











� Para um intervalo [a, b] da curva de distribuição de probabilidade, definimos a massa de probabilidade como a área sob a curva neste intervalo. No caso de uma distribuição discreta, a massa de probabilidade é o somatório do produto dos possíveis eventos da distribuição no intervalo, multiplicados por sua probabilidade de ocorrência.


� Rank order correlation


� O fator � EMBED Equation.3  ��� é denominado “combinação de n elementos em grupos de r”, sendo calculada por � EMBED Equation.3  ���


� Visto que os números aleatórios são gerados através de somas sucessivas, cortadas apenas pela operação de módulo, números aleatórios pequenos serão sempre seguidos por outros números pequenos, enquanto números grandes serão sempre seguidos por números grandes.
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